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OZETCE

Bu c¢alismada yari-giidiimlii  6grenme ile dijital sitoloji
verilerinde kanser tamima  gerceklestirilmistir. Tamma
uygulanan veri kesin referans olarak sadece kansersiz
orneklerden olusan isaretlenmis bir veri kiimesini i¢ermekte,
kanserli  ornekler ise  kansersiz  Orneklerle  beraber
isaretlenmemis bir karisik veri kiimesinde verilmektedir. Bu
kapsamda yari-giidiimlii ogrenme algoritmasi kullanilarak
hem eldeki karisik veri kiimesindeki kanserli drnekleri
saptayacak analitik bir yontem ile birlikte daha sonradan
karsilagilan ornekleri eldeki bu veriye dayanarak kanserli
veya kansersiz olarak ayirt edecek ongoriisel bir ydntem
kurgulanmustir. Deneylerde  yari-giidiimlii dgrenme
algoritmasina dayanan yontemleri, giidiimlii destek vektor
makinast simiflandricilarina dayali alternatif yaklasimlara
gore her iki durumda da daha yiiksek bir tanima basarisi elde
etmistir. Bu sonuglar yari-giidiimlii 6grenmenin, istatistiksel
dgrenme igin sadece isaretlenmis kansersiz drneklerin mevcut
oldugu durumlarda hem analitik hem ongériisel tanmimada
gecerli olan tek yaklasim oldugunu gostermektedir.

ABSTRACT

In this work, cancer recognition in digital cytology data was
carried out using quasi-supervised learning. The data subject
to recognition contained ground-truth data only in the form of
a labeled set of cancer-free samples and the cancerous
samples were provided along with cancer-free samples in an
unlabeled mixed dataset. In this framework, a predictive
method was derived to label future samples as cancerous or
cancer-free based on this data at hand together with an
analytical method to label the cancerous samples in the mixed
dataset. In the experiments, the methods based on the quasi-
supervised learning algorithm achieved higher recognition
performance in both cases than the alternative approaches
based on supervised support vector machine classifiers. These
results indicate that the quasi-supervised learning is the only
valid approach in both analytical and predictive recognition
when only labeled cancer-free samples are available for
statistical learning.

1. GiRis

Biyomedikal verilerin bilgisayarli analizinde gidimli
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ogrenme yaklagimini  gergekleyen siniflandirict  temelli
yontemler agirlikli olarak kullanilmaktadir [1]. Bu sekilde
olusturulan karar sistemleri sorgu altindaki 6rnekleri, birtakim
ayirict  Ozelliklerini  igeren  Ozniteliklerine gore olasi
kategorilerden en uygun olanma atayabilmektedir. Gidimli
siiflandiricilarin kurgulanmasindaki en kritik bilesen ise,
uygulamada karsilagilacak Orneklere benzer ve hangi
kategoriye veya smifa ait olduklari bilinen ornekleri igeren
egitim kiimesidir.

Biyomedikal veri analizi uygulamalarinda yukaridaki
amaca yonelik egitim kiimeleri tipik olarak eldeki ¢ok sayida
veri Orneginin alanin uzmani bir kisi tarafindan elle
isaretlenmesiyle olusturulur. Bu ise yiiksek miktardaki sayisal
veride elle isaretlemenin zahmetli olmasi, uzun siirmesi ve
isaretlemeyi yapan kisinin kisisel yorumlarina agik olmasi
sebebiyle problemli bir siiregtir.

Mevcut siniflart  6rnekleyen egitim kiimelerinin elle
olusturulmasinda karsilasilan sorunlarin asilmasi igin yari-
gidimlii 6grenme yontemi gelistirilmistir [2]. Gudimli
siiflandirmanin  aksine yari-giidiimlii  6grenme, normal
duruma ait verilerin toplandig1 bir kontrol veri kiimesine ek
olarak verilen ve hem normal hem hedef duruma ait verileri
iceren, ancak veri isaretlemesi yapilmamis karigik bir veri
kiimesi tiizerinden tanima gergeklestirmektedir. Bu sekilde
bilgisayarli tanima i¢in hedef smifa ait verilerin elle
isaretlenmesi  gerekliligi ortadan kaldirilmis olmaktadir.
Ozellikle biyomedikal uygulamalarda genis veri kiimelerinde
hedef smifa ait verilerin bulunup bulunmadigi kolaylikla
belirlenebildigi ancak bu verileri teker teker isaretlemenin
zorlugu g6z Oniine alindiginda yari-giidiimlii yaklasim,
istatistiksel Ogrenme igin gereken uzman girdisini en az
diizeye indirmektedir.

Bu calismada yari-giidiimlii 6grenme yaklasimi, dijital
sitoloji verilerinde kanser tanima problemine uygulanmistir.
Calisilan senaryo, kanserli 6rnek icermeyen bir kontrol
kiimesi olusturulduktan sonra derlenen ve herhangi bir
bigcimde isaretlenmemis veriler igceren karisik veri kiimesinin
igerisinden  kanserli ~ olanlarin  tanmnmasi1  {izerine
kurgulanmigtir. Bu analitik tanima senaryosunda yari-
giidimlii  Ogrenmenin tanima  basarisi, karigik  veri
kiimesindeki kanserli Orneklerin  degisen orani icin
belirlenmistir. Ongoriisel tanima senaryosunda ise kontrol ve
karisik kiimelere dayanarak daha sonra gelen veriler lizerinde
elde edilen tanima basarist degerlendirilmistir. Deneysel
sonuglarda yari-giidiimlii 6grenme yonteminin, literatlirdeki
giidimlii smiflandiricilara  dayali  olarak tiiretilebilecek
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alternatif yaklagimlara kiyasla daha yiiksek bir tanima
basarisi sagladigi gozlenmistir.

Calismada kullanilan dijital sitoloji verisi ve analitik ve
Ongoriisel  yari-giidiimliic  6grenme ile olasi alternatif
yaklagimlar asagida Ozetlenmistir. Deneysel Sonuglar
Boéliimiinde yari-giidiimlii yaklasimin eldeki veriler iizerine
yiriitilen kontrollii deneylerde sagladigi kanserli 6rnekleri
tanima basarisi, alternatif yaklagimlarin tanima basarilar ile
beraber sunulmustur. Elde edilen bulgular Tartisma
Boéliimiinde yorumlanmustir.

2. MATERYAL VE METOT

Bu bolimde oncelikle kullanilan dijital sitoloji veri kiimesi
tanitilmistir. Daha sonra, bu veri kiimesi iizerine kurgulanan
analitik ve 6ngoriisel kanser tanima problemleri irdelenmis ve
her biri i¢in yari-giidiimlii 6grenme algoritmasina dayanan
¢Oziimler ve olas alternatifler formiile edilmistir.

2.1. Dijital Sitoloji Veri Kiimesi

Bu c¢alismada, daha once birgok kez kanser tanima
yontemlerinin gelistirilmesinde ve smanmasinda kullanilmig
olan Wisconsin Tanisal Meme Kanseri veri kiimesi
kullanilmigtir [1]. Bu veri kiimesinde, 357 tanesi normal ve
212 tanesi de kanserli olan toplam 569 dijital sitoloji 6rnegi
yer almaktadir. Her 6rnek igin g¢ekilen dijital fotograflardaki
hiicre ¢ekirdeklerinin yapisal ozelliklerini yansitan 30 adet
Oznitelik hesaplanarak bir vektor halinde kaydedilmistir.

2.2. Yar-Giidiimlii Perspektifte Analitik Tanima

Literatiirde tanima problemleri, temel olarak, ilgilenilen
gruplardan hangisine ait oldugu belli olan 6rnekleri sayisal
Oznitelik  vektorleri cinsinden Dbirbirinden ayirt eden
simiflandiricilar  lizerinden ¢6ziilmeye c¢alisilmistir. Farkl
gruplardaki Ornekleri birbirleriyle karsilastirarak 6znitelik
uzayinin farkli bolgelerini ilgili gruplarla eslestirmeye ¢alisan
en yakin komsuluk [3, 4] ve destek vektdr makinalari [5, 6]
gibi birgok smflandirma yontemi mevcuttur. Ikili bir
smiflandirma probleminde amag, sorgulanan bir Ornegin
ozniteliklerini ifade eden x € X vektorunii Cy ve C; ile ifade
edilen iki gruptan birine,

100) 0 xeC,ise o
X)=
1 xe(Cise

belirleyici fonksiyonunu yaklagiklayarak atayan bir f(x)
fonksiyonu olusturmaktir. Boyle bir fonksiyon, bu gruplarin X
gozlem uzayindaki pi(x) ve ps(x) olasilik dagilimlarinin
bilindigi durumlarda
>
1) = {0 Po(x) > pi(@)ise @
1 p(x) < pi(x)ise

ifadesiyle en az smiflandirma hatasin1 saglayacak sekilde
olusturulabilir [7]. Olasilik fonksiyonlarinin yoklugunda
benimsenen yaklasim ise, gercek sinif bilgisi bilinen bir {x;,
vy, xie X,y e {0,1},i=1,2, ..., ¢, egitim kiimesindeki

4
E(f)=Y|f(x)- v 3)
i=l

ile ifade edilen siniflandirma hatasini, bir takim diizenlilik
sartlarin1 da saglayarak miimkiin oldugunca en aza indiren bir
fonksiyon kurgulamaktir. Bu g¢er¢evede en temel yontem,
herhangi bir diizenlilik sartina bakilmaksizin x Ornegini

egitim setinde d: XX — R metrigi cinsinden kendisine en
yakin olan 6rnegin sinifina atayan ve

SOy =2, D =argmind(x,x)  (4)

ile tanimlanan en yakin komsuluk siniflandiricisidir [3].

Gergek uygulamalarda bu yaklasimin en kritik noktas,
uygun bir siniflandirict olugturmak igin gereken ve her iki
gruba ait gergek sinif bilgisi igeren 6rneklerden olugan zengin
bir egitim kiimesidir. Ancak bir¢ok uygulamada bu sekilde bir
kesin referans veri kiimesi elde etmek, yukarida da deginildigi
gibi ¢esitli zorluklar igermektedir.

Yari-giidiimli  6grenme, egitim seti  olusturmadaki
sorunlarin agilmasi i¢in Onerilmis olan esasen analitik bir
tanima yaklagimidir [2]. Bu yaklasim, C, ile C; gruplarindan
sadece birinin, uzlagiml olarak C, grubunun tek bir kontrol
smifina ait orneklerden olugmus olmasimi gerektirmektedir.
Bunun yaninda C; grubu, C, grubundakilerle ayni smiftan
bilinmeyen sayida 6rnegin yaninda ikinci bir hedef sinifa ait
orneklerden derlenmekte ve bunlardan hedef sinifa ait olanlar
otomatik olarak igaretlenmektedir. Yaklagimin analitik
dogasi, C; grubundaki ornekler i¢in tanima yapilirken biitiin
orneklerin birden degerlendirilmesinden kaynaklanmaktadir.

Yari-giidiimlii  6grenmenin esasi, en yakin komsuluk
smiflandiricisinin  ugdeger davramig Ozellikleri kullanilarak
her bir x 6rnegi i¢in p(Cy | x) ve p(C) | x) sonsal olasiliklarinin

P(Co|x)=1-p(C, |x) = XU/ (x|R,) =0)p(Rn)
R,

ile yaklagiklanmasina dayanir. Yukaridaki ifadede R,
rastlantisal olarak her gruptan n tane olmak iizere toplam 2n
ornek igeren bir referans kiimesini, 1() ise argiiman: dogru
oldugunda 1, aksi halde O degerini veren fonksiyonu
gostermektedir.  Yari-glidiimlii  6grenme algoritmast bu
olasiliklari, bir takim ¢6ziimlemeler kullanarak

% T/ IR,) 5)
R, c{x;.y:}

R, <{x,p;}

A(x)=

ve Py(x) = 1 — Py(x) ile hesaplar. Sonsal olasiliklarin bu
seklide kestirimi i¢in en uygun olan n parametresi ise ilgili bir
enerji fonksiyonelinin en kiigiiltiilmesi ile bulunur.

Bu formiilasyona bagli olarak yari-giidiimlii tanima, her x;
oregi i¢in Py(x;) ve Pi(x;) olasiliklarini, bir-eksik capraz
saglama cergevesinde {xj| j # i} Orneklerini kullanarak
hesaplar. Boylelikle C; grubundaki

1x;i € Ci| Pix)) = P}
sartin1 saglayan ornekler, C, grubundaki érneklerden farkli ve
kurgu geregi hedef smifa ait ornekler olarak belirlenir.
Tanima i¢in aranan esik deger P, de Cy grubundaki drneklerin
kabul edilebilir bir orant tanima kriterini saglayacak sekilde
(sabit yanlig kabul oranli tanima kapsaminda) secilebilir.

Alternatif olarak C; grubundaki hedef sinifina ait
orneklerin belirlenmesinde Cy ve C; gruplarint ayristirmak
tizere kurgulanmis siniflandiricilardan da faydalanilabilir.
Ornegin, her x; igin {x|j # i} veri kiimesini ayrigtiran

hi(x)zzaj(zyj_I)K(x»xj)+ﬂ (6)
J#
olacak sekilde

1) 0 hi(x)<Oise @
(x) =

! 1 h(x)>0ise

destek vektor makinasi siniflandirict fonksiyonu olusturulup
hi(x;) degerleri belirlenen bir esikten biiyiikk olan Ornekler,
yine sabit yanlis kabul oranli tanima kapsaminda hedef sinifa
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atanabilir. Bu ifadede K: XxX — R simetrik bir kesin arti
cekirdek fonksiyonunu gostermektedir. Siniflandiricinin {ay}
ve S parametreleri destek vektdr makinasi egitimi sirasinda
coziimlenmekte ve katsayilari

0;=0
olan x; vektorler de destek vektorleri olarak tanimlanmaktadir.
Cekirdek fonksiyonu bilinen vektor i¢ ¢arpimi olarak

K(x,xj):xrxj (3)

secildiginde en yiiksek kenar bogluklu dogrusal siniflandirici,
1 2

L = o I IO

ile gosterilen Gauss ¢ekirdegi olarak secildiginde ise dogrusal
olmayan bir smiflandiric1 elde edilmektedir. Bu ¢ekirdegin
genligini belirleyen o parametresi miimkiin olan en az destek
vektorii olusacak sekilde sirali arama ydntemiyle bulunur.

2.3. Yan-Giidiimlii Ogrenmeyle Ongoriisel Tanima

Yari-giidiimlii  6grenme perspektifinde analitik tanima,
tektiirel Cp kiimesi ve karigtk C; kiimesine dagilmis {x;}
orneklerinden hangilerinin C, kiimesine 6zgiin olduklarini
saptamay1 amaclar. Buna karsin dngoriisel tanimada amag, Cy
ve C; kiimelerindeki Orneklerden yararlanarak gelecekte
karsilasilacak 6rnekler igin tanima kurallar1 belirlemektir.

Ongoriisel tanimanin  gerektirdigi ayristirma kuralinm
temeli, drneklerin Cy ve C; gruplarina 6zgiinliiklerinin eldeki
{x;} kimesindeki Ornekler kullanilarak belirlenmesidir.
Yukarida anlatilan analitik yaklasimda C icinde P(x;) > P.
sartin1 saglayan Orneklerin hedef sinifa atanmasi, verilen yeni
bir x 6rnegi igin de

0 B(x)<P. ise
S (x)={1 P . (10)

1(x) > P, ise
tanima kuralinin igletilmesini 6nermektedir. Bu ifadede P;(x),
analitik yari-giidiimlii 6grenmede belirlenen » kullanilarak
eldeki biitiin {x;} verisi iizerinden hesaplanmaktadir. Burada
{x;} Ornekleri egitim kiimesi olarak degerlendirilmekte,
tantyicinin egitimi de en basarili ayristirma i¢in kullanilacak n

parametresinin {x;} {izerinde saptanmasini icermektedir.

Bu noktada dikkat edilmesi gereken husus, C
kiimesindeki Orneklerin gercekte hangi smifa ait olduklar
bilinmedigi icin gidimli bir siniflandirma ydnteminin
egitimine olanak saglamamasidir: C, kiimesindeki verinin
kontrol ~ smifim1  6rneklemesine karsin  hedef smifim
ornekleyen veri bulunmamaktadir. Bu durumda yari-giidiimlii
o6grenmeye alternatif olarak yapilabilecek tek sey, her ne
kadar gercegi yansitmasa da C; kiimesindeki drnekler tiimden
ayri bir smifa aitmis gibi bir giidiimli smiflandirict
olusturarak bu siniflandiricinin  C; kiimesine atadigi x
orneklerini hedef sinifa ait 6rnekler olarak kaydetmektir.

3. DENEYSEL SONUCLAR

Yari-giidiimlii  6grenme  probleminin  zorlugu {izerine
belirleyici olan unsur, hedef smifa ait Orneklerin C
kiimesindeki oramidir. Bu oran 1’e yaklastikca problem
giidiimlii tanimaya yaklagmakta ve buna bagli olarak da
literatiirdeki  smiflandirict  temelli  yontemler tarafindan
¢oOziilebilir olmaktadir. Buna karsin bu oran azaldik¢a
problem giidiimlii tanimadan uzaklagsmakta ve hedef sinifa ait
orneklerin tespiti de ayni oranda zorlagmaktadir.

Yukarida anlatilan analitik ve Ongoriisel yari-giidiimlii
ogrenme yaklagimlarinin kanser sitoloji drneklerinde hedef

smif olan kanserli Ornekleri tanimadaki basarisi, C;
kimesindeki hedef sinifa ait 6rneklerin A = 0.50, 0.25 ve 0.10
arasinda degisen oranlari i¢in ayri ayri belirlenmistir. Bunun
icin kanserli olmayan Orneklerden rastlantisal olarak segilen
100 tanesi ile Cy kiimesi, 100(1 — 1) tane kansersiz 6rnek ile
1004 tane kanserli Ornek birlestirilerek de C; kiimesi
olusturulmustur. Elde edilen veri kiimesine her Oznitelikte
gbzlenen ortalama deger 0.0 ve standart sapma 1.0 olacak
sekilde dogrusal normalleme uygulandiktan sonra analitik
yari-giidiimlii 6grenme ile her x; drnegi ig¢in P(x;) degerleri
bulunmus ve degisen P. esik degerleri i¢in C; kiimesindeki
ornekler lizerinde
1

Py (P)=—— 1A (x,)>P 11
or(B) =57 ZMAG) > E) (n
x; kanserli
ve
1

Pyr(P) = YR (x)>P) (12)

100(1-2) ;=
x; kansersiz

ile hesaplanan dogru tanima ve yanlis tanima oranlarina ait

tanima egrileri bulunmustur. Bu egrinin altinda kalan alanin

biiyiikliigii de basarili analitik tanimanin gostergesi olarak

kaydedilmistir. Bu islem her A i¢in birbirinden bagimsiz 50

kez tekrarlanarak ortalama alanlar hesaplanmustir.

Kiyaslama amaciyla ayni problem i¢in dogrusal ve Gauss
¢ekirdegi kullanan destek vektor makinalari daha 6nceden
belirlendigi  sekilde  kurgulanarak tanima  basarilar
hesaplanmistir. Bunun igin ilgili dogru tanima ve yanlis
tanima oranlari degisen 7 esik degerleri igin

1
%UFB&-E%WPﬂ (13)
x; kanserli
ve
Py (T) = S1((x) > T) (14)

100(1-4) =
x; kansersiz

ile hesaplanmis ve yine bunlara iliskin tanima egrisinin

altinda kalan alanlarla tanimadaki basar1 6lgiilmistiir.

Yari-giidiimlii ~ 6grenmenin  Ongoriisel ~ tanimadaki
basarisinin hesaplanmasi icin ise Cp ve C; kiimelerinin
diginda kalan 6rnekler {iglincii bir Cy.g kiimesinde toplanarak
Cy ve C; kiimelerindeki Orneklere uygulanan dogrusal
normalleme uygulanmustir. Daha sonra bu kiimedeki her
ornek icin P, degerleri Cy ve C; kiimelerindeki Ornekler
tizerinden hesaplanmig ve yukaridakine benzer bir yaklagimla
tanima egrileri olusturulmustur. Bu egrilerin altinda kalan
alanlar da basari dlciitii olarak hesaplanmistir. Yine kiyaslama
amaciyla Cy ve C; kiimelerindeki ornekler egitim kiimesi
olarak degerlendirilerek dogrusal ve Gauss g¢ekirdekli destek
vektor makinast simiflandiricilart kurgulanmis ve ilgili tanima
egrileri ile egri altindaki alanlar hesaplanmustir.

Degisen A oranlart altindaki deneylerden elde edilen
ortalama tanima egrileri Sekil 1 ve 2°de gésterilmistir. Bu
egrilerde, yari-giidiimlii 6grenmenin ¢aligilan dijital sitoloji
verisinde hem analitik hem 6ngoriisel kanser tanimada destek
vektor makinasi temelli alternatif yontemlere kiyasla daha
basarili oldugu goriilmektedir. Tanima basarilar1 arasindaki
fark 4 = 0.25 igin en belirgin diizeydedir. Tanima egrisi
altindaki alanlarin Tablo 1°de verilen ortalama degerleri de bu
gozlemleri desteklemektedir.
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Sekil 1: Analitik tanima egrileri. Her A i¢in birbirinden
bagimsiz 50 tekrarda gozlemlenen egrilerin ortalamasi

gosterilmistir.
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Sekil 2: Ongoriisel tanima egrileri. Her A igin
birbirinden bagimsiz 50 tekrarda gézlemlenen
egrilerin ortalamasi gosterilmistir.

4. TARTISMA

Bu ¢aligmada yari-giidiimlii 6grenme yaklagimi dijital sitoloji
verilerindedi kanser tanima problemine uygulanmistir. Gergek
veriler tizerindeki analitik tanima deneylerinde yari-giidiimlii
yaklasim, isaretlenmemis bir kiimedeki Orneklerin arasinda

Tablo I: Analitik ve 6ngoriisel tanima deneylerinde
gbzlenen tanima egrileri altinda kalan alanlarin
ortalama degerleri.

A=050 1=0.25 A1=0.10

Analitik tanima

YGO 0.9933 0.9833 0.8901
dogrusal DVM 0.9704 0.9254 0.8485
Gauss DVM 0.9317 0.8573 0.7352
Ongoriisel tamma

YGO 0.9736 0.9645 0.8701
dogrusal DVM 0.9509 0.9077 0.8317
Gauss DVM 0.9119 0.8439 0.7190

kanserli olanlar1 sadece kansersiz &rneklerin bulundugu bir
kontrol veri kiimesi kullanarak basariyla saptamistir.
Ongoriisel tamma deneylerinde de benzer bir tanima basaris
gozlenmistir. Bu sonuglar dijital sitolojide kanser tanimanin
kansersiz 6rneklere ek olarak sadece kanserli drnekler igeren
bir egitim kiimesi olmadan yapilabildigini gostermektedir.

Kontrol veri smifina ek olarak hedef smifin da
orneklendigi bir egitim kiimesinin olmadigi durumlarda
bilgisayarli tanima igin yari-giidiimlii 6grenmenin tek gegerli
secenek olarak ortaya c¢ikmaktadir. Giidiimli &grenmeye
dayanan smniflandirict tabanli yaklasimlar bu probleme
uyarlanabilse de yukaridaki sonuglarda da goriildiigii gibi
yari-giidiimlii 6grenmeye kiyasla basarili olamamaktadirlar.

Son olarak burada g¢alisilan tanima probleminde dogrusal
destek vektor makinas1 yaklasiminin Gauss c¢ekirdegi
kullanan destek vektor makinasindan daha basarili olmasi da
dikkat ¢ekicidir. Bu, tanima probleminin gii¢lii bir dogrusal
bileseni oldugunun gostergesidir. Yari-giidiimlii 6grenmenin
bu dogrusallik bilgisini kullanmadan her ikisinden de daha
basarili olmasi ise bu yaklasimin sundugu yiiksek istatistiksel
o0grenme giicline taniklik etmektedir.

Bu ¢alisma, PIRG03-GA-2008-230903 numarali Avrupa
Birligi Projesi ile kurulan IYTE Biyomedikal Bilgi Isleme
Laboratuarinin islemsel altyapisi {izerine gergeklestirilmisgtir.
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